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ABSTRAK

Pembangunan sumber daya manusia dan kemajuan suatu negara bergantung pada pendidikan dasar. Meskipun
partisipasi siswa di sekolah dasar telah meningkat pesat, fenomena putus sekolah di jenjang ini masih menjadi
masalah besar di Indonesia. Penelitian ini menggunakan algoritma clustering K-Means dan DBScan untuk
mengelompok data jumlah siswa putus sekolah setiap kota di Indonesia. Dataset yang digunakan berasal dari
Kemendikbud yang diterbitkan pada tahun 2023, dataset ini memiliki variabel kota/kabupate, jumlah siswa
putus sekolah SD, jumlah siswa putus sekolah SMP, jumlah siswa putus sekolah SMA, dan jumlah siswa putus
sekolah SMK. Metode yang memiliki hasil terbaik yaitu algoritma K-Means dengan nilai K = 2 dengan nilai
silhoutte 0.722. Secara umum hasil pengelompokkan menunjukkan daerah dengan jumlah siswa putus sekolah
yang tinggi di angka 40 daerah, jumlah ini relatif rendah bila dibanding dengan kelompok daerah dengan
jumlah siswa putus sekolah rendah yang bisa mencapai angka 474. Walaupun perbedaan yang cukup
signifikan, hal ini bisa menandakan terdapat kesenjangan pendidikan antar daerah sehingga perbedaan nilai
yang cukup jauh. Penelitian ini diharapkan bisa menjadi informasi penting bagi pemangku kepentingan.

Kata kunci—K-Means, DBSCAN, putus sekolah, pendidikan dasar

ABSTRACT

Human resource development and the progress of a country depend on primary education. Although the
enrollment rate of students in primary school has increased rapidly, the dropout phenomenon at this level is
still a major problem in Indonesia. This study uses K-Means clustering and DBScan algorithms to cluster data
on the number of dropouts in each city in Indonesia. The dataset used comes from the Ministry of Education
and Culture published in 2023. This dataset has city/district variables, the number of elementary school
dropouts, the number of junior high school dropouts, the number of high school dropouts, and the number of
vocational school dropouts. The method that has the best results is the K-Means algorithm with a value of K=2
with a silhouette value of 0.722. In general, the clustering results show that there are 40 regions with high
dropout rates, relatively less than the 474 regions with low dropout rates. Although the difference is quite
significant, it may indicate that there is an education gap between regions that results in a sizable difference
in values. This research is expected to provide important information for stakeholders.

Keywords—K-Means, DBSCAN, School Dropout, Primary Education

1. PENDAHULUAN

Pembangunan sumber daya manusia dan kemajuan suatu negara bergantung pada pendidikan
dasar. Meskipun partisipasi siswa di sekolah dasar telah meningkat pesat, fenomena putus sekolah di
jenjang ini masih menjadi masalah besar di Indonesia. Anak-anak yang putus sekolah dasar berisiko
menghadapi tantangan sosial dan ekonomi di masa depan, dan ini akan berdampak pada indeks
pembangunan manusia yang rendah di seluruh negeri. Masalah ini seringkali dipengaruhi oleh faktor-
faktor seperti kemiskinan, aksesibilitas pendidikan, dan kurangnya fasilitas sekolah, terutama di
daerah terpencil. Oleh karena itu, sangat penting untuk memahami distribusi dan faktor-faktor yang
memengaruhi tingkat putus sekolah di setiap provinsi untuk membuat kebijakan pendidikan yang
efektif.
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Untuk menganalisis pola dalam dataset pendidikan, ada beberapa teknik pengelompokan data,
seperti K-Means dan Density-Based Spatial Clustering of Applications with Noise (DBSCAN). K-
Means memungkinkan pengelompokan data ke dalam kelompok yang homogen berdasarkan
kesamaan fitur, yang membantu menemukan wilayah dengan angka putus sekolah yang sebanding.
Sebaliknya, DBSCAN memiliki kemampuan untuk mengidentifikasi pola pada data dalam bentuk
cluster yang tidak beraturan dan menemukan data pencilan, atau outlier, yang dapat menunjukkan
kasus atau anomali yang berbeda. Kedua metode ini dapat digunakan secara bersamaan untuk
memberikan analisis yang lebih mendalam, karena masing-masing memiliki keunggulan dalam
menangani karakteristik data yang berbeda. Kombinasi ini juga memungkinkan identifikasi pola
tersembunyi yang sulit dideteksi dengan metode pengelompokan tunggal.

Tujuan dari studi ini adalah untuk menggunakan algoritma K-Means dan DBSCAN untuk
menganalisis angka putus sekolah dasar di beberapa provinsi di Indonesia. Dataset yang digunakan
mencakup informasi tentang provinsi, jumlah siswa yang meninggalkan sekolah dari kelas satu
hingga kelas enam, dan kategori sekolah, baik negeri maupun swasta. Dengan menggunakan metode
ini, penelitian diharapkan dapat mengelompokkan provinsi berdasarkan karakteristik angka putus
sekolah dan menemukan provinsi dengan pola yang signifikan yang berbeda. Hasil pengelompokan
ini diharapkan dapat memberikan wawasan yang berguna bagi pemerintah dalam menentukan
prioritas alokasi sumber daya pendidikan. Selain itu, analisis ini juga dapat membantu
mengidentifikasi faktor-faktor spesifik yang berkontribusi terhadap tingginya angka putus sekolah
di daerah tertentu.

Studi sebelumnya menunjukkan bahwa metode pengelompokan data berguna dalam
pendidikan. Sebagai contoh, penelitian yang menggunakan algoritma K-Means pengelompokan
kabupaten di Jawa Tengah berdasarkan angka putus sekolah dasar; ini menghasilkan cluster dengan
kategori tinggi, sedang, dan rendah [1]. Penelitian lain juga menggunakan algoritma ini untuk
menganalisis tingkat partisipasi sekolah di berbagai provinsi di Indonesia, yang menunjukkan
disparitas pendidikan antar wilayah [2].

Penelitian ini diharapkan dapat memberikan analisis yang lebih mendalam tentang angka putus
sekolah dasar di Indonesia dengan menggabungkan metode K-Means dan DBSCAN. Penelitian ini
diharapkan dapat membantu pembuat kebijakan menentukan daerah yang perlu diperhatikan dan
strategi intervensi yang tepat untuk setiap kelompok. Tujuannya adalah untuk mengurangi angka
putus sekolah dan mendorong pemerataan pendidikan di seluruh Indonesia. Selain itu, hasil
penelitian ini diharapkan dapat menjadi acuan untuk pengembangan kebijakan berbasis data yang
lebih akurat dan terukur. Dengan pendekatan yang tepat, langkah ini dapat mempercepat peningkatan
kualitas pendidikan dan pembangunan sumber daya manusia di masa depan.

2. STUDI LITERATUR

2.1 Pendidikan Dasar

Pendidikan dasar adalah tahap awal dalam sistem pendidikan formal yang mencakup Sekolah
Dasar (SD) dan Sekolah Menengah Pertama (SMP). Tahap ini bertujuan untuk memberikan
pengetahuan dan keterampilan dasar kepada peserta didik, seperti membaca, menulis, berhitung,
serta pengembangan karakter dan moral. Pendidikan dasar berperan penting dalam membentuk
fondasi bagi pendidikan selanjutnya dan perkembangan individu secara keseluruhan [3].

Tujuan utama pendidikan dasar adalah membekali peserta didik dengan pengetahuan dan
keterampilan dasar, menumbuhkan sikap yang diperlukan dalam masyarakat, serta mempersiapkan
mereka untuk melanjutkan ke jenjang pendidikan menengah [4]. Pendidikan dasar juga berperan
dalam membentuk kepribadian, akhlak mulia, dan keterampilan hidup mandiri pada peserta didik.
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Pemerintah Indonesia mewajibkan program wajib belajar pendidikan dasar bagi setiap warga
negara, yang menjadi tanggung jawab pemerintah. Hal ini bertujuan untuk mencerdaskan kehidupan
bangsa dan mengembangkan potensi peserta didik agar menjadi manusia yang beriman, bertakwa,
berakhlak mulia, sehat, berilmu, cakap, kreatif, mandiri, serta menjadi warga negara yang demokratis
dan bertanggung jawab.

Pendidikan dasar memainkan peran krusial dalam pembangunan sumber daya manusia dan
kemajuan suatu negara, karena menjadi fondasi bagi perkembangan intelektual dan karakter individu.
Oleh karena itu, kualitas dan aksesibilitas pendidikan dasar menjadi perhatian utama dalam upaya
peningkatan kualitas pendidikan di Indonesia.

2.2 Cluster

Cluster adalah kumpulan objek atau data yang dikelompokkan bersama dalam satu grup
berdasarkan karakteristik atau kesamaan tertentu, seperti atribut, pola, atau perilaku [5]. Dalam
konteks ilmu data dan teknologi, klasterisasi memungkinkan pengelompokan data tanpa memerlukan
label sebelumnya, sehingga berguna untuk menemukan pola atau struktur tersembunyi dalam dataset
[6]. Konsep ini diterapkan secara luas di berbagai bidang, karena fleksibilitasnya untuk menangani
beragam tipe data dan masalah. Beberapa contoh aplikasi meliputi:

limu Data dan Statistik: Dalam analisis data, clustering adalah metode unsupervised learning
yang mengelompokkan data ke dalam grup berdasarkan kemiripan atribut. Metode ini berguna dalam
penemuan pola tersembunyi, segmentasi pasar, deteksi anomali, dan berbagai aplikasi lainnya.
Ekonomi dan Bisnis: Dalam konteks ekonomi, cluster merujuk pada konsentrasi geografis dari
perusahaan, pemasok, dan institusi terkait dalam industri tertentu. Cluster ekonomi dapat
meningkatkan produktivitas dan inovasi melalui kolaborasi dan kompetisi sehat antar pelaku industri.
Teknologi Informasi: Dalam komputasi, cluster komputer adalah kumpulan komputer yang
terhubung dan bekerja bersama sebagai satu sistem untuk meningkatkan kinerja, ketersediaan, dan
skalabilitas dalam pengolahan data dan layanan.

2.3 K-Means
K-Means adalah algoritma klasterisasi yang populer dalam bidang pembelajaran mesin dan
analisis data [7]. Tujuan utama dari K-Means adalah mengelompokkan data ke dalam k cluster
berdasarkan kesamaan fitur, di mana k adalah jumlah cluster yang ditentukan sebelumnya [8].
Cara Kerja K-Means:
1. Inisialisasi:
Tentukan jumlah cluster k.

Pilih k centroid awal secara acak atau menggunakan metode seperti K-Means++ untuk inisialisasi
yang lebih efektif.

2. Langkah Penugasan (Assignment Step):
Hitung jarak antara setiap data dan centroid menggunakan matrik jarak (misalnya, jarak
Euclidean).
Tetapkan setiap data ke cluster dengan centroid terdekat.

3. Langkah Pembaruan (Update Step):
Setelah semua data ditugaskan, hitung ulang posisi centroid dengan mengambil rata-rata dari
semua data dalam cluster tersebut.

4. Konvergensi:
Ulangi langkah 2 dan 3 sampai posisi centroid tidak berubah signifikan atau setelah mencapai
jumlah iterasi maksimum.

2.4 Density-Based Spatial Clustering of Applications with Noise (DBSCAN)

DBSCAN adalah algoritma klasterisasi yang digunakan dalam pembelajaran mesin dan
analisis data untuk mengelompokkan titik data berdasarkan kepadatan di sekitarnya [9]. Berbeda
dengan metode seperti K-Means yang mengelompokkan data berdasarkan jarak ke centroid,
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DBSCAN mengidentifikasi cluster sebagai area dengan kepadatan tinggi yang dipisahkan oleh area
dengan kepadatan rendah.
Cara Kerja DBSCAN:
1. Parameter Utama:
Epsilon (g): Radius maksimum untuk mencari titik-titik tetangga dari sebuah titik data.
Minimum Points (MinPts): Jumlah minimum titik dalam radius € yang diperlukan agar sebuah
titik dianggap sebagai titik inti (core point).
2. Jenis Titik:
Core Point: Titik dengan setidaknya MinPts titik dalam radius €.
Border Point: Titik yang berada dalam radius € dari sebuah core point tetapi memiliki kurang dari
MinPts titik dalam radiusnya sendiri.
Noise Point (Outlier): Titik yang bukan core point maupun border point.

2.5 Elbow Method

Elbow Method adalah teknik yang digunakan dalam analisis klaster untuk menentukan jumlah
cluster optimal dalam algoritma seperti K-Means [10]. Metode ini membantu mengidentifikasi titik
di mana penambahan jumlah cluster tidak lagi memberikan penurunan signifikan dalam Within-
Cluster Sum of Squares [11].

Cara Kerja EIbow Method:
1. Menjalankan K-Means dengan Berbagai Nilai K:
Jalankan algoritma K-Means berulang kali dengan jumlah cluster K yang berbeda, misalnya dari
1 hingga 10 atau lebih.
2. Menghitung WCSS untuk Setiap K:
Untuk setiap nilai K, hitung total jarak kuadrat antara setiap titik data dan centroid cluster-nya.
3. Membuat Plot WCSS terhadap K:
Buat plot dengan sumbu horizontal sebagai jumlah cluster K dan sumbu vertikal sebagai WCSS.
4. Menentukan Titik "Elbow":
Identifikasi titik pada plot di mana penurunan WCSS mulai melambat secara signifikan. Titik ini
menyerupai "siku" (elbow) dan dianggap sebagai jumlah cluster yang optimal.

2.6 Within-Cluster Sum of Squares (WCSS)

WCSS adalah ukuran yang digunakan untuk mengevaluasi seberapa baik data dikelompokkan
dalam algoritma klasterisasi seperti K-Means [12]. WCSS mengukur total jarak kuadrat antara setiap
titik data dengan centroid cluster tempat ia tergabung. Semakin kecil nilai WCSS, semakin baik data
dikelompokkan karena ini menunjukkan bahwa titik-titik data berada lebih dekat dengan centroid

cluster mereka.
k
wess=>" > -l

k=1 xecy

)

K: Jumlah cluster.

Ck: Cluster ke-k.

x: Titik data dalam cluster Ck.

pk: Centroid dari cluster Ck.

|lx — p||?: Jarak kuadrat Euclidean antara titik x dan centroid pk.

2.7  Standard Scaler
Standard Scaler adalah teknik penskalaan fitur yang disediakan oleh pustaka scikit-learn di
Python [13]. Teknik ini menstandarkan fitur-fitur dataset Anda dengan menghapus rata-rata dan
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menskalakan ke unit varians [14]. Proses ini memastikan bahwa semua fitur berkontribusi secara
merata pada algoritma pengelompokan atau pembelajaran mesin, menghindari bias terhadap fitur
dengan skala yang lebih besar.

For each feature in your dataset:

1. Compute the mean and standard deviation of the feature.

2. Transform each value in the feature using the formula:

xX—p
Z =
o

z: The standardized value.

x: Original value.

u: Mean of the feature.

o: Standard deviation of the feature

2.8  Silhouette
Silhouette adalah metode yang digunakan untuk mengevaluasi kualitas klasterisasi dalam

algoritma seperti K-Means, DBSCAN, atau hierarki klaster [15]. Metode ini mengukur seberapa
mirip titik data dengan kluster yang ditempatinya dibandingkan dengan kluster lainnya, memberikan
indikasi seberapa baik data terklasifikasi ke dalam kluster masing-masing [16].
Untuk setiap titik data i, nilai Silhouette s(i) dihitung dengan langkah-langkah berikut:
1. Hitung Rata-rata Jarak Dalam Kluster (a):

a(i): Jarak rata-rata dari i ke semua titik lain dalam kluster yang sama.
2. Hitung Rata-rata Jarak ke Kluster Tetangga Terdekat (b):

b(i): Jarak rata-rata dari i ke semua titik dalam kluster tetangga terdekat (kluster berbeda dengan

jarak rata-rata terkecil).

3. Hitung Nilai Silhouette:

b(i) — a(i)

s = maz(a(i), b(i))

4. Rata-rata Semua Nilai Silhouette:
Rata-rata s(i) untuk seluruh dataset memberikan ukuran kualitas klasterisasi secara keseluruhan.

3. METODE PENELITIAN

Pengumpulan
Data

h 4

Pre-Processing

h J

Pembuatan
Model

Evaluasi

h 4

Analisis

Gambar 1 Alur Penelitian
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Alur penelitian ini dapat dilihat pada Gambar 1. Penelitian dimulai dengan pengumpulan
dataset, dataset dikumpulkan dari situs Kemendikbud. Dataset dikumpulkan dari setiap kota di
Indonesia, setiap provinsi memiliki data untuk setiap kelas. Data dapat diakses di
https://katalog.data.go.id/dataset/jumlah-siswa-putus-sekolah. Pada dataset ini terdapat kolom
daerah kota/kabupaten, jumlah putus sekolah jenjang SD, jumlah putus sekolah jenjang SMP, jumlah
putus sekolah jenjang SMA, dan jumlah putus sekolah jenjang SMK. Dataset ini dikumpulkan pada
tahun 2023 dengan total kota/kabupaten sebanyak 514 kota/kabupaten.

Tahap selanjutnya Pre-processing data, meliputi pembersihan data, pemilihan data, dan
normalisasi data. Dalam tahap ini pembersihan data dilakukan pada data yang tidak diinginkan.
Setelah itu data didalam dataset dinormalisasi menggunakan teknik normalisasi standard scaler
untuk menyamakan nilai fitur agar hasil dari model menjadi lebih baik [17].

Model clustering yang digunakan yaitu K-Means dan DBScan. Setiap algoritma dilakukan
percobaan dengan 10 skenario berbeda, skenario yang digunakan terdapat pada tabel 1. Dalam
melakukan eksperimen akan menggunakan juga metode elbow dan silhoutte analysis untuk mencari
nilai K terbaik.

Tabel 1 Skenario Uji Coba

Skenario K-Means DBScan
1 Elbow Analysis epsilon = 0.5 dan min_samples = 2
2 Silhoutte Analysis epsilon = 0.5 dan min_samples = 3
3 K=4 epsilon = 0.5 dan min_samples =4
4 K=5 epsilon = 0.5 dan min_samples = 5
5 K=6 epsilon = 0.5 dan min_samples = 6
6 K=7 epsilon = 1.0 dan min_samples = 2
7 K=8 epsilon = 1.0 dan min_samples = 3
8 K=9 epsilon = 1.0 dan min_samples = 4
9 K=10 epsilon = 1.0 dan min_samples = 5
10 K=11 epsilon = 1.0 dan min_samples = 6

Setelah model dibuat, langkah selanjutnya yaitu mengevaluasi hasil dari model. Untuk
melakukan evaluasi ini dilakukan perhitungan Silhouette Score. Metrik ini mengukur seberapa mirip
suatu titik data dengan klaster yang menjadi anggotanya dibandingkan dengan klaster lainnya [18]

Silhouette memiliki rentang nilai 1-sampai dengan 1. Nilai Silhouette semakin tinggi
menunjukkan hasil clustering semakin baik [19]. Jumlah cluster optimal atau jumlah cluster terbaik
ditentukan berdasarkan nilai rata-rata Silhouette yang tertinggi [20]. Algoritma clustering yang
memiliki nilai Silhouette semakin tinggi dapat dikatakan memeiliki kinerja  yang baik. Hasil
clusteringdengan nilai silhouettetertinggi kemudian dianalisis untuk menemukan informasi menarik
tentang data putus sekolah di masing-masing cluster.

4.HASIL DAN PEMBAHASAN

Gambar 2 merupakan hasil eksperimen algoritma K-Means dengan menggunakan metode Elbow. Pada
grafik elbow diatas WCSS turun tajam pada nilai K = 1 sampai dengan K = 3, setelah itu grafik mulai menurun
landai. Pada analisis Elbow perlu dicari nilai K yang menurun tajam tetapi masih dekat dengan nilai K yang
memiliki penurunan landai, dalam hal ini dapat diamati nilai K yang memenubhi kriteria tersebut terdapat pada
K = 3. Selanjutnya akan dilakukan perbandingan nilai Silhoutte Score dengan skenario yang lain.

Gambar 2 merupakan hasil eksperimen algoritma K-Means dengan menggunakan metode Elbow. Pada
grafik elbow diatas WCSS turun tajam pada nilai K = 1 sampai dengan K = 3, setelah itu grafik mulai menurun
landai. Pada analisis EIbow perlu dicari nilai K yang menurun tajam tetapi masih dekat dengan nilai K yang
memiliki penurunan landai, dalam hal ini dapat diamati nilai K yang memenubhi kriteria tersebut terdapat pada
K = 3. Selanjutnya akan dilakukan perbandingan nilai Silhoutte Score dengan skenario yang lain
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Elbow Method For Optimal k
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Gambar 2 Visualisasi EIbow Analysis

Gambar 3 merupakan hasil eksperimen algoritma K-Means dengan menggunakan metode Silhoutte
Analysis. Dari grafik tersebut, Silhoutte Score mengukur seberapa baik pemisahan cluster [21]. Silhoutte Score
yang lebih tinggi mengindikasikan cluster yang terdefinisi dengan lebih baik [22]. Dalam grafik, Score
Silhoutte tertinggi terdapat pada k = 2 selanjutnya terdapat penurunan yang cukup tajam dalam nilai Silhoutte
dengan nilai dibawah 0.6 untuk k > 2. Berdasarkan grafik tersebut diambil nilai Silhoutte tertinggi yaitu pada
K=2.

Silhouette Analysis For Optimal k

0.50 1

Silhouette Score

T T T T T T T T T
2 3 4 5 6 7 8 9 10
Number of clusters (k)

Gambar 3 Visualisasi Silhoutte Analysis

Tabel 2 Nilai Silhoutte Untuk Setiap Skenario

Skenario K-Means DBScan
1 0.722 0.247
2 0.588 0.272
3 0.471 0.276
4 0.511 N/A
5 0.511 N/A
6 0.411 0.529
7 0.344 0.538
8 0.360 0.538
9 0.362 0.524

10 0.367 N/A

Tabel 2 menampilkan hasil eksperimen dari skenario yang dirancang untuk mengevaluasi
performa algoritma K-Means dan DBSCAN dalam klasterisasi data. Berdasarkan data pada tabel,
algoritma K-Means menunjukkan performa terbaik dengan nilai Silhouette tertinggi sebesar 0.722.
Nilai ini mencerminkan bahwa kluster yang dihasilkan oleh K-Means pada skenario ini memiliki
kualitas yang sangat baik, dengan data yang lebih homogen dalam kluster dan jarak yang lebih jauh
antar kluster.

Sebaliknya, pada algoritma DBSCAN, nilai Silhouette tertinggi ditemukan pada skenario 7

dan 8 dengan skor 0.538. Meskipun nilai ini lebih rendah dibandingkan K-Means, hasil tersebut tetap
mengindikasikan bahwa skenario 7 dan 8 adalah konfigurasi terbaik untuk DBSCAN dalam
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eksperimen ini. Kelebihan DBSCAN dalam mendeteksi noise dan outlier menjadikannya relevan
dalam kasus di mana elemen-elemen tersebut memainkan peran penting, meskipun kualitas kluster
secara keseluruhan mungkin tidak sebaik K-Means [23].

Dengan demikian, meskipun K-Means memberikan hasil yang lebih unggul dalam eksperimen
ini, DBSCAN masih layak dipertimbangkan sebagai alternatif terutama ketika pengelolaan outlier
atau identifikasi area dengan kepadatan rendah menjadi prioritas. Keputusan untuk menggunakan
salah satu algoritma ini harus mempertimbangkan kebutuhan spesifik dari kasus atau dataset yang
sedang dianalisis.

DBSCAN Clustering: eps=1.00, min_samples=3 DBSCAN Clustering: eps=1,00, min_simples=4

Cluster o . huz .
Cluster 1 clus
® toise o tose
. * ‘1 . *
. .

« - YN LR L 1 % .
dﬁi:" Gt ﬁ;u S
- <. ".’\"' . g e e g™,

{ .. v =24 l.

b . k '

' 0 2 H [ & 0
PeA Companent 1 PCA Campanent 1

K:-Means Clustering with k=2

6 L] it

Gambar 4 Hasil Clustering K-Means dan DBScan

Pada Gambar 4 terdapat tiga grafik, yaitu hasil pengelompokkan dari DBScan Skenario 7, 8, dan K-
Means dengan nilai K=2. Pada algoritma DBScan skenario 7 dihasilkan 2 kelompok berwarna kuning dan pink,
dengan beberapa titik berwarna hitam untuk data yang dianggap noise. Grafik ini menangkap cluster berbasis
kepadatan dan mengidentifikasi beberapa titik data sebagai noise yang tidak diperhitungkan oleh algoritma K-
Means. Grafik kedua yaitu hasil dari DBScan skenario 8 memiliki kemiripan dengan grafik DBScan skenario
7 tetapi dengan jumlah titik hitam yang lebih banyak. Grafik ketiga merupakan hasil dari algoritma K-Means
dengan K=2, pada grafik ini terdapat 2 kelompok dengan warna kuning dan ungu. Kelompok yang dibuat oleh
algoritma K-Means memiliki perbedaan yang cukup jelas antar kelompok, sehingga bisa mendapatkan nilai
silhoutte yang tinggi.

Tabel 3 Nilai Rata-Rata Putus Sekolah

Cluster SD SMP SMA SMK
0 289.100 | 115.775 | 87.175 | 132.925
1 61.151 | 19.149 | 13.898 | 14.951

Setelah mendapatkan hasil cluster terbaik yaitu algoritma K-Means dengan K=2, selanjutnya
menganalisis hasil cluster dengan dataset. Pada Tabel 3 terdapat nilai rata-rata putus sekolah pada setiap cluster,
cluster 0 memiliki nilai rata-rata putus sekolah tertinggi bila dibandingkan dengan cluster 1, perbedaaan nilai
rata-rata hingga lebih dari 5 kali lipat untuk beberapa jenjang pendidikan.

Gambar 5 merupakan grafik jumlah kota pada setiap cluster, cluster 0 memiliki jumlah 40 dan cluster 1
memiliki jumlah 474. Dari gambar diatas menunjukkan jumlah putus sekolah tinggi hanya tersebar pada 40
kota/kabupaten saja, mayoritas daerah memiliki jumlah putus sekolah relatif rendah. Data tersebut dapat
disimpulkan bahwa jumlah siswa putus sekolah disetiap daerah tidak terlalu tinggi, walaupun jumlah tersebut
bisa dikurangin kembali kedepannya.
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5.KESIMPULAN

Kesimpulan dari penelitian ini yaitu menunjukkan potensi penggunaan algoritma K-Means
dan DBSCAN untuk menganalisis angka putus sekolah pada pendidikan dasar di berbagai provinsi
di Indonesia. Dengan menerapkan metode-metode ini, didapatkan metode terbaik untuk menganalisis
dataset ini yaitu menggunakan algoritma K-Means dengan nilai K = 2. Dari algoritma tersebut
didapatkan nilai Silhoutte tertinggi yaitu 0.722. Algorimat K-Means menghasilkan dua cluster, yaitu
cluster 0 dan cluster 1. Cluster 0 merupakan daerah yang memiliki jumlah putus sekolah relatif lebih
tinggi dibandingkan dengan cluster 1. Perbedaann rata-rata jumlah putus sekolah pada cluster O
dengan cluster 1 hingga 5 kali lipat. Dari pengelompokkan ini didapatkan 40 daerah di Indonesia
yang masih memiliki jumlah putus sekolah yang tinggi, dan 474 daerah memiliki jumlah putus
sekolah yang lebih rendah. Hal ini memberikan kabar baik dalam pendidikan Indonesia. Temuan ini
diharapkan dapat menjadi informasi penting bagi pemangku kepentingan dan pemerintah pusat
dalam menekan jumlah siswa putus sekolah di Indonesia.
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